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基于 SA-DL模型的高速公路
交通流预测方法研究

杨存祥

（聊城市阳谷县交通运输局，山东 聊城 252300）

摘　要　本文综合考虑空间依赖关系、天气和时空因素对高速公路交通流变化的影响，提出考虑多因素特征的高

速公路交通流预测模型。利用可以全局处理信息序列和动态生成权重的自注意力机制（Self-Attention，SA）捕

获高速公路交通流空间依赖关系，提高交通流空间特征提取能力；利用卷积神经网络（Convolutional Neural 

Networks，CNN）和长短时记忆（Long Short-Term Memory，LSTM）模型提取交通流空间特征、趋势性特征和周

期性特征，通过分析高速公路交通流特征，对未来交流通进行预测。研究结果表明，SA-DL模型对于工作日和节

假日高速公路交通流预测结果精度优于 ARIMA模型，SA-DL模型工作日交通流预测 MAE均值为 7.38(15min)-1，RMSE

平均值为 9.58(15min)-1；节假日交通流预测 MAE均值为 7.38(15min)-1，RMSE平均值为 9.58(15min)-1。
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随着社会经济的飞速发展和城镇人口的快速增长，

机动车数量呈逐年上升趋势，由此引发的道路交通拥

挤问题日益严峻，尤其是高速公路的拥挤问题，已成

为一个国家亟待解决的问题。作为一个国家迈向现代

化的重要纽带，高速公路是发展现代交通运输业的重

要道路 [1]。然而，在高速公路上出现的交通拥挤问题，

不但给人民的生活造成了很大的不便，而且还限制了

高速公路的服务品质，对地区的经济和社会发展产生

了一定的影响。因此对高速公路交通流的预测，不但

能够帮助高速公路的管理者进行科学的调度和引导，

还能够帮助人们选择最佳的出行路径，对缓解高速路

段的拥堵问题具有重要的理论和现实意义。

1 SA-DL模型建立

1.1 模型架构设计

基于自注意力机制和深度学习（Self-Attention-

DeepLearning,SA-DL）的高速公路交通流预测模型是

一种在考虑多因素的预测方法，其利用自注意力模型

捕获高速公路交通流数据的全局空间管关系，提高交

通流特征提取能力 [2]。SA-DL模型包括数据处理、特征

矩阵构建、卷积神经网络 CNN和 LSTM。

SA-DL模型首先对交通数据进行缺失值填补、关系

型数据选取等预处理；其次建立包含天气特征和时间

特征的二维特征矩阵，然后利用 CNN技术从矩阵中获

取交通流空间特征，提取全局空间依赖关系；最优利

用 LSTM提取交通流时间特征，通过全连接层，获得交

通流预测输出结果 [3]。

1.2 数据预处理

由于获取的高速公路交通流数据存在数据少量缺

失的情况，为保证数据预测精度，选取近三年的同一

天和同一时间测量传感器数据的平均值，然后将数据

填充到空缺位置，以此来补全缺失数据 [4]。

为降低外界因素对高速公路预测结果的影响，采

用皮尔逊相关分析法计算目标道路交通流和不同属性

的相关系数，然后根据系数大小选取与高速公路交通

流相关性强的特征数据 [5]。数据相关系数绝对值越大，

其与高速公路交通流的相关性越强；相关系数绝对值

越小，其与高速公路交通流的相关性越弱。

1.3 特征矩阵构建

高速公路交通流与道路交通流量和天气变化相关，

因此建立包括天气信息、空间信息和时间信息的二维

特征矩阵，利用矩阵获取高速公路交通流特征数据。t
时刻高速公路交通流量为 {xs,t,xs2,t,…,xsm,t}；t时刻天
气数据为 {wq1,t,wq2,t,…,wqn,t}。

1.4 自注意力模型

对于可变长度向量序列，一般采用循环网络和卷

积网络两种方式对其进行编码，从而得到等长输出向

量序列 [6]。如在图 1中所示，图（a）采用卷积网络对

可边长度向量序列进行编码，图（b）采用循环神经网
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络对可边长度向量序列进行编码。

从图 1中可以看出，循环神经网络和卷积神经

网络均只能对可变长度序列进行“局部编码”。卷积

神经网络是一个以 N-Gram为基础的局部编码。该算

法的基本思路是以字节数表示为 N个滑动窗，然后生

成一系列 N个字节的片段序列。每一位字节片段都为

gram。该算法计算了所有 gram的出现次数，然后按照

预先设定的阈值对 gram进行筛选，得到一个关键词清

单，而清单中的 gram类型就是一个特征矢量的一个维

度。该模型得出的相邻关键词均有相关性，整个句子

出现的概率为所有关键词出现概率的乘积。

循环神经网络存在梯度消失问题，其只可以建立

短期依赖，而在长距离依赖关系方面，则需要通过增

加网络层数和使用全连接网络等方式进行建立。

自注意力机制有利于减少交通流预测对外部信息

的依赖，以此来更好地捕获高速公路交通流数据以及

特征内在相关性。假设高速公路交通流预测时的输入

信息为 H=[h1,h2,…hn]，利用自注意力机制获得的位置

输出为 Y=[y1,y2,…yn]。

首先，将原始输入 数据映射到值空间 V、键空间 K

和查询空间 Q，计算公式如下：

Q=HWq=[q1,q2,…,qn]

K=HWk=[k1,k2,…,kn]

V=HWv=[v1,v2,…,vn]

然后计算每个位置注意力分布情况，并对计算结

果加权求和：

yi= Σ
j=1

n
softmax(s(qi,kj))vj

为进一步加快计算效率，利用矩阵计算出多有位

置输出向量：

Y=softmax(QKT/ Dk )V
将构建的特征矩阵进行一维卷积后导入 self-atten

tion中，对相邻道路的天气特征和交通流特征进行连

接，并计算注意力分布情况，捕获交通流依赖特征。

2 实验分析

考虑到高速公路节假日和工作日的交通流存在较

大差距，因此分别对节假日和工作日的交通流进行预

测和训练；为验证 SA-DL模型的预测精度，与 ARIMA

模型进行对比分析，ARIMA模型是以时间为基础，将预

测对象随时间变化所形成的数据序列作为随机序列，

然后利用数学模型来描述该序列，进而从时间序列的

过去值及现在值预测未来值。

2.1 数据来源及预处理

数据集来源于某高速公路交通天气数据和流数据，

该高速公路共有 3个收费站，其中 2号收费站为单向

行驶路段，只允许车辆进入高速路段。1和 3号路段为

双向行驶路段。

高速公路交通流和天气数据采集数据时间范围为

2021年 9月 20日 -2020年 10月 18日，采集频率为每

隔 20min采集一次数据。天气数据特征包括风向、气压、

图 1 循环网络和卷积网络的边长序列编码
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温度、降雨量、风速、湿度、降雨量等，采集频率为

3h采集一次。

2.2 工作日交通流预测

表 1所示 SA-DL模型预测高速公路交通流工作日

10d数据的均方根误差（RMSE）和平均绝对误差（MAE）。

从表 1中可以看出，对高速公路工作日 10d交通

流预测结果的 MAE均值为 7.38(15min)-1，RMSE平均值

为 9.58(15min)-1。

为验证提出 SA-DL模型预测性能，利用 ARIMA模

型对原始数据进行分析和处理，测试结果如图 2所示。

从图 2中可以看出，SA-DL模型对高速公路交通流

的预测结果 RMSE和 MAE均低于 ARIMA模型。与 RMSE模

型相比，SA-DL模型的 RMSE和 MAE分别下降了 29.69与

27.93。

2.3 节假日交通流预测

表 2所示 SA-DL模型预测高速公路交通流节假日

10d数据的 RMSE和 MAE。

从表 2中可以看出，SA-DL对高速公路节假日 10d

交通流的预测结果的 MAE平均值为 6.62辆·(15min)-1，

RMSE平均值为 8.39辆·(15min)-1。

图 3所示 SA-DL模型与 ARIMA模型预测结果对比

情况，从图 3中可以看出，SA-DL模型预测结果明显低

于 ARIM预测结果。SA-DL模型的 RMSE和 MAE分别下降

了 19.15和 15.73。

由此可见，对于节假日和工作日道路交通流量的

预测结果，SA-DL预测结果更加准确，SA-DL模型对高

速公路交通流预测结果误差均值较低，可以为交通管

理提供参考。

表 1 对 10d工作日的预测误差

MAE/(辆·(15min)-1) RMSE/(辆 (15min)-l)

1 4.51 7.30

2 5.61 8.66

3 7.72 10.31

4 7.70 10.89

5 7.73 11.21

6 8.26 11.30

7 12.31 10.22

8 7.30 9.25

9 6.24 7.37

10 6.41 9.30

平均 7.38 9.58

图 2 模型 MAE和 RMSE对比结果
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3 结论

基于深度学习和自注意力机制的预测模型，采用

自注意力机制捕获高速公路交通流空间依赖关系，进

一步提高交通流空间特征提取能力；采用 LSTM解决时

序依赖性问题，提取数据趋势性和周期性特征。对于

高速公路节假日和工作日交通流量的预测，SA-DL模型

预测结果精度明显优于 ARIMA模型，并且与实际观测

结果基本一致。将天气特征和时空特征引入交通流预

测过程中，利用自注意力机制特征关键信息，捕获全

局依赖关系，可以进一步提高预测结果的准确性。
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图 3 模型 MAE和 RMSE对比结果

表 2 10天节假日的预测误差

MAE/(辆·(15min)-1) RMSE/(辆 (15min)-l)

1 5.42 8.13

2 6.62 8.39

3 5.39 7.81

4 8.19 10.81

5 3.33 6.54

6 5.32 7.23

7 9.54 10.30

8 6.51 7.30

9 5.63 8.41

10 6.42 8.61

平均 6.62 8.39
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